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太陽光発電のための深層学習を用いた雲の挙動予測に関する研究 

A Study of Cloud Image Prediction using Deep Learning for Photovoltaic 
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1. はじめに

地球温暖化問題などへの対策として，再生可能エネル

ギー発電の導入が世界中で拡大している．わが国では，

2018 年 7 月に閣議決定された「第 5次エネルギー基本計

画」において，再生可能エネルギーの主力電源化が明言

された[1]．また，同計画では，わが国の再エネの中心で

ある太陽光発電（Photovoltaic：以下 PV）を 2030 年度

までに 6400 万[kW]導入する目標が掲げられた．これは，

2019 年 3 月までの累積導入量 4870 万[kW] [2]と比較する

と約 3割増となる量であり，今後も活発に PV が導入され

る見込みである． 

PV を含んだシステムの需給制御を行うとき，PV の出力

変動を前もって予測できると都合がよい．そこで，PV の

発電出力や発電量を予測する研究，また，それに関連し

て，日射強度や日射量を予測する研究は，電気工学分野

では 1990 年代後半から行われてきた．研究されている代

表的な予測手法は，以下の 3 種類のデータのいずれかを

用いている． 

 数値予報（計算機を用いた大気のシミュレーション

に基づく気象予報）

 衛星画像（気象衛星により撮影された雲の画像）

 天空画像（地上から撮影された雲の画像）

天空画像は基本的に，撮影地点における，長くても数

分先までの日射量・日射強度を予測することに向いたデ

ータである．そのため，発電計画に活用する目的では通

常，用いられない．同じ理由から，天空画像を用いた研

究事例はこれまで少なかったが，最近になり増加してき

た． 

その理由としてはまず，近年，発電計画や発電機運用

方法の改善といった電力供給の制御に関する研究だけで

なく，EMS を用いた電力需要の制御に関する研究が進展

したことが挙げられる．今までに，需要家側の機器を供

給側から制御する手法により系統の安定化をシミュレー

ションした事例[3][4]がある．また，高コストな蓄電池で

はなく空調用ヒートポンプを，再生可能エネルギー発電

の出力変動を平滑化するための可制御負荷として考え，

その最適な運用法について検討した事例[5][6][7]がある．

このような需給制御を行うときには，需要家側の機器や

負荷の制御遅れを考慮する必要がある．例えば参考文献

[5]では，空調用ヒートポンプの消費電力応答特性に関し

て，消費電力が最小の状態から最大の状態まで移行する

のに 70 秒から 100 秒を要することが指摘されている．そ

こで，数分先までの PV 発電出力や日射強度を予測し，変

動が生じる前に制御を開始することが検討されている
[8][9]．この場合の予測は，発電設備がある一地点につい

て行えばよく，地理的に広い範囲を対象とする必要はな

い．そこで，これらの条件を満たす予測が可能な天空画

像の価値が見直され，研究が活発化している． 

第二の理由として，新たな画像認識技術・機械学習技

術が登場し，研究に活用できるようになったことが挙げ

られる．特に，これまで課題とされてきた雲の変形や消

滅などの予測に対して，近年飛躍的に進展した技術であ

る深層学習（ディープラーニング）がどの程度有効であ

るか，注目されている[10][11][12]． 

このような背景のもと，本研究では天空画像を用いて，

雲の挙動を予測する手法を検討した．雲の挙動を予測に

関する初期の研究では，天空画像から目視で雲を抽出し

た上で，雲全体の動きを 1 つのベクトルで代表させてい

た[13]．その後，目視を必要とせず，画像を複数の小領域

に分割して各領域の動きのベクトルを自動的に求める手

法が提案された[14]．これらの手法では，雲の直線的移動

を予測することはできるものの，雲の変形，発生，消滅

を予測できない点が課題であった．そこで最近では，雲

領域の拡散や縮小など，雲の直線的移動以外の変化も把

握するために機械学習が用いられている[10][11][12]．参考

文献[10][11][12]で提案された手法はいずれも，予測可

能な時刻が 30 秒先の一点のみであり，動きベクトルを算

出する従来手法に比べて短い．例えば，参考文献[13]の

提案手法では，日射強度が変動するタイミングを 2 分程

度先まで予測可能である．前述の空調用ヒートポンプの

消費電力を最小の状態から最大の状態に変化させるケー

スでは，応答の遅れが最長で 100 秒発生する[5]．この点

を考慮すると，機械学習を用いる手法についても，2 分

程度先を予測できることが必要である． 

ここで，本研究の目的および独自性を述べる．雲の挙

動を 2分程度先まで予測するため，下記の手法を提案し，

その有効性を検証することを目的とする．提案手法は，
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雲の動きベクトルを求めて直線的移動を検出するととも

に，機械学習アルゴリズムである「自己符号化器（Auto 

Encoder）」[15]を併用することにより雲の変形を加味し，

数分先まで天空画像を予測するものである．検証は，動

きベクトルのみに基づき雲の位置を動かす従来手法との

比較により行う．自己符号化器を用いた未来画像の作成

は既に知られた手法である[16]．本研究の独自性は，同手

法を天空画像の予測に適用した点および動きベクトルを

求める手法と組み合わせた点である． 

 
2. 雲の挙動予測 
 

2.1 データの収集方法 

デジタルカメラ〔オリンパス社製 TG-5（撮影解像度

3840×2160 ピクセル）〕を用い，東京都小平市にある職

業能力開発総合大学校 2 号館 4 階の北向きの窓辺から，

天空画像を撮影した． 

上記カメラは，設定を行うことにより，5秒おきに 299

枚の画像を連続して撮影することができる．そこで，こ

の連続撮影を 4 日間（2018 年 1 月 15 日，19 日，24 日，

26 日），各日に 1 度ずつ行い，計 1,196 枚の天空画像を

撮影した．撮影した画像は，グレースケール画像に変換

し，400×400 ピクセルに縮小した．ここで，縮小した後

の画像を「実験用画像」と呼ぶこととする．また，1 回

の連続撮影によって得た 299 枚の実験用画像のセットを

「データセット」と呼ぶ． 

 

2.2 自己符号化器を用いた予測天空画像の作成方法 

本研究で使用する自己符号化器の構成を，図 1に示す．

これは，Zhou らの方法[16]を参考にしている． 

ここでは，2018年 1月 26日のデータセットについて，

220 枚目以降の天空画像を予測作成する方法について述

べる．データセットの 219 枚目を時刻 0[s]，すなわち予

測開始時刻とする．自己符号化器はこの時点までの 219

枚の実験用画像を用いて，5秒間の雲の変形を学習する． 

学習データとして，入力画像と目標出力画像のペアが

必要である．本研究では，実験用画像から，大気の流れ

によって移動したと推定される，同一の小領域を切り出

して学習データとする． 

ここで，2 枚の画像を比較し，画像に写されたものが

どのように移動したかをベクトルの形で求めることを，

動きベクトルの推定という．本研究では，Gunnar 

Farnebäck 法[17]により動きベクトルを推定する． 

大気の流れを，次の手順で算出できるものと考え，求

めることとする．データセットの 1 枚目から 2 枚目への

動きベクトル，2 枚目から 3 枚目への動きベクトル，…

…というように，219 枚目までの動きベクトルをすべて

求めて平均を取る．計算の結果，2018 年 1 月 26 日のデ

ータセットにおいて，1 枚ごとの大気の流れは「右方向

に 5 ピクセル，下方向に 5 ピクセル」のベクトルとなっ

た． 

本実験では，学習データとなる小領域のサイズを 224

×224 ピクセルとする．入力および目標出力の範囲を図 2

のように定めて，これらの領域を切り出す．そして，1

枚目から切り出した領域（入力）と 2 枚目から切り出し

た領域（目標出力），というように，入力と目標出力のペ

アを計 218 組作成する．こうした方法を取ることにより，

小領域内における雲の位置が，入力と目標出力との間で

変わらないため，雲の変形の学習に集中することができ

る．これを以下では「提案手法」と呼ぶ． 

小領域のサイズを 224×224 ピクセルとしたのは次の

理由による．予測画像の作成は，まず，219 枚目（時刻

0[s]）の実験用画像の左上の小領域を，学習を終えた自

己符号化器に入力することから始まる．すると，時刻

5[s]の予測画像が出力される．予測画像のサイズは 224

図 2 入力および目標出力の範囲 

図 1 自己符号化器の構成 

図 3 実験用画像に占める予測領域の推移 
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×224 ピクセルである．自己符号化器は次に，只今出力

された時刻 5[s]の予測画像を入力として，時刻 10[s]の

予測画像を出力する．予測画像はその後も，時刻 15[s]，

20[s]，……というように次々と作成される．ここで，こ

れらの予測画像が，実験用画像（400×400 ピクセル）の

どこに位置するかを考えると，図 3のようになる．  

大気の流れは 5 秒間につき右方向および下方向へ 5 ピ

クセルであるため，予測した領域が実験用画像の範囲を

超えない最長予測時刻は 175[s]となる．これは，先行研

究（参考文献[4][5][6]）と比較して十分な長さである．

以上の理由から，小領域のサイズを 224×224 ピクセルと

した． 

 

2.3 比較対象 

2.3.1 手法 1：算出した大気の流れに基づき入力画像

をスライドさせる手法 

第一の比較対象は，自己符号化器による機械学習を用

いない方法とした．すなわち，雲の変形については予測

せず，移動のみを予測する方法である．この方法では，

前節で算出した大気の流れに従って，入力画像をスライ

ドさせる．すなわち，図 3 において灰色の位置で示され

た予測領域が，時刻 0[s]から 175[s]まで変わらない状態

であると考える．これを以下では「手法 1」と呼ぶ． 

 

2.3.2 手法 2：すべてのデータセットを用いて雲の変

形の学習を行う方法 

第二の比較対象は，すべてのデータセットを用いて雲

の変形の学習を行った上で，予測画像を作成する方法と

した．この方法では，2018 年 1 月 26 日のデータセット

だけでなく，1 月 15 日，1 月 19 日，1 月 24 日のデータ

セットを使用して学習データを作成・追加し，機械学習

を行う． 

新たなデータセットについても1月26日のものと同様，

まず，前節で述べた方法により大気の流れを求める．次

に，実験用画像から，大気の流れのベクトル分をずらし

て小領域を切り出し，入力画像と目標出力画像のペアを

作成する．新たなデータセットは，すべての画像を学習

に用いることとする．すると，それぞれ 298 組の画像の

ペアを作成することができる．結果として，学習データ

は 4 日分で計 1,112 組となった．これを以下では「手法

2」と呼ぶ． 

 

3. 計算機実験 
  

表１に，計算機実験における環境を示す．また機械学

習における条件を，表 2に示す． 

予測時刻の実際の天空画像と，作成した予測画像との

比較を図 4 に示す．実際の天空画像を見ると，時間の経

過とともに，薄い雲が右上に向かって広がっていること

が分かる． 

提案手法，手法1および2により作成した予測画像と，

学習に使用しなかった 1 月 26 日のデータセットの 220

枚目以降の画像とを比較し，検討を加える．ただし，本

実験で作成した画像は，大気の流れに従って移動する小

領域について予測したものである．そこで，使用しなか

った実験用画像からも，図 3 と同じ位置の小領域を切り

出す．図 3にある通り，時刻 5[s]から 175[s]までの画像

を用いるため，切り出す画像は 35 点となる．この 35 点

の小領域の画像を，予測画像との比較対象とする． 

比較については，画像類似度の比較指標として一般的

に用いられる画素値の平均二乗誤差（以下 MSE）を用い

て行う．天空画像から切り出した小領域に対して，それ

ぞれの手法による予測画像の MSE を計算し，その時間的

推移をグラフ化したものを，図 5 に示す．一般的に，2

枚の画像の MSE が大きいほど，両者の類似度が低いこと

を意味する． 

図 4および図 5より，以下が分かる． 

 手法 2の MSE は，時間の経過とともに他の 2手法の

それよりも増大している．この理由についてである

が，例えば図 4 の予測画像では，時刻 60[s]頃から，

左にある雲が大きく，厚くなり，右方向へ拡散して

いく様子が予測されている．しかし実際の画像では，

そのような雲の挙動は確認されない． 

 つまり，機械学習によって雲の変形を学習する場合，

日付を問わずに多くのデータを集めて学習を行う

よりも，予測開始時刻直前のデータに限定して学習

を行う方が有効である． 

手法 1と提案手法を比較する．図 5より，時刻 135[s]

までは，手法 1 の MSE の方が提案手法のそれよりも小さ

い．しかし，時刻 140[s]以降は逆転し，提案手法の MSE

の方が手法 1 のそれよりも小さくなった．この比較結果

 

表 1 実験環境 

OS Ubuntu 16.04 LTS 

CPU Intel® Core2 Quad 

Processor Q8400 

GPU NVIDIA GeForce GTX 770 

GPU メモリ 4 GB 

GPGPU プラットフォーム CUDA 8.0 / cuDNN 6.0 

言語 Python 3.5.2 

機械学習ライブラリ TensorFlow 1.3.0 

Keras 2.0.8 

画像処理ライブラリ OpenCV 3.3.0 

  

 

表 2 機械学習条件 

 損失関数 画素値の平均二乗誤差  

 最適化手法 AdaDelta  

 
バッチサイ

ズ 
10 

 

 エポック数 1000  
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は次のように解釈できる． 

 提案手法では，時間経過に伴う雲の変形度合いを，

実際の変形よりも過大に学習したと考えられる．換

言すれば，予測開始直後の実際の天空画像には大き

な雲の変形が発生していないにもかかわらず，大き

く雲が変形すると予測したと考えられる．それゆえ

予測開始直後は，手法 1による画像の方が，実際の

画像に近かった． 

 一方で，実際の天空画像において雲の変形が生じ始

める時刻に達すると，手法 1 による画像の誤差が大

きくなり，時刻 140[s]において，提案手法による画

像の誤差を上回った． 

 

4. まとめ 
 

提案手法では，予測開始から 140 秒後～175 秒後につ

いては，直線的移動のみを考慮する手法 1 よりも良好に，

未来の天空画像を予測できた．よって，少なくとも，時

刻 175[s]までの予測画像を作成できることが示された．

175 秒先までの予測が可能であれば，PV の出力変動を平

滑化するための可制御負荷である空調用ヒートポンプの

制御を，十分な余裕を持って完了できる．したがって，

提案手法により天空画像を予測することが可能な時間は，

十分に長いといえる． 

一方で，予測開始から 5 秒後～135 秒後については手

法 1 よりも予測精度が悪い．この区間における予測の正

確性を高める方法の 1 つとして，提案手法と手法 1 とを

併用することが考えられる．すなわち，雲の変形が比較

的小さい予測開始直後については手法 1 を適用し，「ある

程度の時間」が経過した後には提案手法を適用するとい

う方法である．その「時間」は，本実験では 140 秒とな

ったが，他の日のデータを用いた場合には異なった値に

なる可能性がある．従って，今後の課題として，その手

法の切り替えるべき時間についての更なる考察が挙げら

れる． 

 

Keywords: Deep Learning, Cloud Image Prediction, 

Photovoltaic 
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